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1 Uvod

V praktickych tlohach se kazdodenné setkdvame s aplikacemi, které néjakym zptiso-
bem zpracovavaji vstupni data a na zakladé jejich analyzy davaji predpovédi o urcitém
sledovaném jevu, anebo Castecné predzpracovana data jednoduse predavaji jako vstup
do dalsi faze zpracovani. MiiZze se jednat naptiklad o pozadavek ptredpovédi dopravni
situace na kfizovatce na zakladé dat z indukénich detektorti, analyzy ménového vyvoje
a kurzovnich zmén, nebo predpovéd pocasi na zdkladé méfeni vhodné zvolenych veli¢in
popisujicich stav atmosféry.

Vstupni data, ziskand vhodnou mérici nebo zaznamovou metodou, jsou ve vétsine
pfipadu funkcemi redlnych proménnych (napfiklad ¢as nebo prostorové soufadnice).
Uvazujeme-li pocitacové zpracovavani vstupnich dat, musime data ktera jsou ze své
podstaty spojita napted néjakym zptisobem prevést do podoby zpracovatelné na poci-
taci. Tento proces pirevodu spojitého signalu je v kazdém analogové ¢islicovém systému
provéazen ¢asovou diskretizaci (vzorkovanim), a amplitudovou diskretizaci (kvantové-
nim). Logickym pozadavkem je neztratit pfi tomto procesu zadnou informaci obsazenou
v ptvodné spojitém vyjadieni. Tento pozadavek pfi procesu diskretizace spojitych dat
nelze v praxi nikdy splnit, protoze mulzeme zaznamenat pouze konecny pocet udaji
s konec¢nou presnosti.

Proto se data zaznamenavaji pouze ve vhodném koneéném poctu bodi (okamziki).
V nékterych aplikacich se ovSem stava, ze tyto body byly v pribéhu méfeni a zdznamu
zvoleny nespravné, anebo méfeni v dodatecné pozadovanych bodech nebylo provedeno,
ptipadné je po technické strance dokonce neuskutecnitelné. V takovych ptipadech (je-li
navic zaznam vstupnich dat jiz neopakovatelny) pfichazi na fadu prevzorkovani. Pii-
kladem mutize byt zména vzorkovaci frekvence obrazového zaznamu za tcelem zlepSeni
kvality obrazku pfi jeho zvétSovani (nevratime tim vSak zpét nic z jiz ztracené infor-
mace), nebo také prevzorkovani signilu za tcelem Fizeni systému v redlném case.

Prevzorkovani signalu je obecné slozitd tloha, nebot v rznych pripadech pouziti
jsou na vysledky po prevzorkovani kladeny rozdilné pozadavky. Proto existuje cela rada
riznych metod zabyvajicich se pfevzorkovanim signali, které se od sebe lisi svymi vlast-
nostmi (rychlost, pfesnost predpovédi) pravé v zavislosti na pozadavcich aplikace, pro
které jsou urceny. Jednou z moznych metod prevzorkovani signalu a jejim srovnanim
s jinymi existujicimi metodami se zabyva tato prace.

Existuji dva v zasadé odlisné pristupy k prevzorkovani signalu. V prvnim pripadé
zrekonstruujeme ze vzorki ptivodni signal a ten pak znovu podle potieby navzorkujeme.
V druhém ptipadé se snazime ziskat jiné vzorky ptivodniho signalu pouze na zakladé zna-
losti chovani signéalu blizko bodid prevzorkovani. V prvni ¢asti prace je stru¢né popsano
nékolik zakladnich a Siroce pouzivanych metod pro prevzorkovani signalu vyuzivajicich
prvni zminény piistup, o nichZ je psdno podrobnéji napiiklad v [3], [4].

Druhé cast prace popisuje metodu pravdépodobnostniho prevzorkovani. Nejprve za-
vadi nékteré potfebné pojmy a poté popisuje princip metody a jeji ucel. Ackoli existuje
cela fada metod pouzivanych pro prevzorkovani signall, velka ¢ast z nich se neda pouzit



k prevzorkovani v redlném case za tiCelem tizeni systému, anebo pritom nedosahuji dob-
rych vysledki. Prikladem takovych metod jsou presné konvolu¢ni metody, které vsak do
fizeni vnaseji nezadouci dodatecné zpozdéni. Navic potiebuji pro vypocet vzorku v kon-
krétnim okamziku i vzorky ze symetrického okoli tohoto okamziku. Pti prevzorkovani
v readlném case jsou tedy nekauzalni. Mizeme je vyuzit, pokud uz zname cely pribéh
signélu. Metoda pravdépodobnostniho prevzorkovani je rozsifenim metody z [11] pro
odhady v redlném case.

Zavérecna cast prace se zabyva praktickym srovnanim metody pravdépodobnost-
niho prevzorkovani s klasickymi metodami pfevzorkovani. Na uméle vygenerovanych
testovacich signéalech je provadéno ptrevzorkovani. Srovnanim vysledki prevzorkovani
a skutecnych hodnot signalu jsou pocitany chyby prevzorkovani. Chyby prevzorkovani
jsou pocitany pro sirokou skalu riznych podminek (délky prevzorkovaciho intervalu, za-
Suméni signalu, apod.). Déle je provedeno srovnani metody pravdépodobnostniho pie-
vzorkovani a klasickych metod pro pfipad skutec¢ného signalu pochéazejiciho z méreni
dopravnich dat na kfizovatkach.



1.1 Prehled nejcastéjsich znacek

e ... Gaussovsky bily Sum
E(z) ... Stfedni hodnota nahodné veli¢iny =
f(2) ... Hustota pravdépodobnosti veli¢iny z
f ocg ... Hustota f je proporcionalni k funkci g
F(g) ... Fouriertv obraz funkce g
g * s ... Konvoluce funkci g a s
chy ... chyba metody s apriorni informaci
chs ... chyba metody bez apriorni informace
chs ... chyba metody linearni extrapolace
t,l,m,n ... Indexy
I ... Pfevzorkovaci interval
J ... Imaginarni jednotka
lvzi ... Minimalni pocet vzorkid na prevzorkovaci interval
LTDL ... Rozklad informa¢ni matice
N ... Mnozina pfirozenych cisel
R ... Mnozina realnych ¢isel
p ... Nekonecné pole delta funkci
gP ... Pocet prvkt mnoziny P
. Obecny signal
. Casovy index (diskrétni ¢as)
. ... Pocet vzorkti na prevzorkovaci interval
.. Informacni matice
... Radkovy vektor z
. Sloupcovy vektor x
. Vystup sledovaného systému
... Odhad ndhodné veli¢iny z
~ N(E(z),0?) ... Ndhodn4 veli¢ina z mé4 normalni rozdéleni
... Mnozina celych cisel
... Dirakova delta funkce
» --. Délka pfevzorkovaciho intervalu
,A,. ... Vzorkovaci perioda, délka vzorkovaciho intervalu
... Parametr pozorovaného systému
. Ludolfovo ¢islo
. Uroveti zaguméni signalu
. Rozptyl veli¢iny s normalnim rozdélenim
. Spojity cas
. Stavovy vektor modelu
. Datovy vektor modelu
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2 Teorie prevzorkovani signalt

V této kapitole jsou struéné shrnuty zakladni poznatky dtlezité pro lepsi pochopeni prin-
cipu nékterych klasickych metod prevzorkovani signali. Uvedené informace jsou ¢erpany
z literatury [3], [4], [5] a [6]. Jsou zde popsany nékteré bézné pouzivané metody prevzor-
kovani, jez davaji ¢asto (napfiklad ve zpracovani obrazu) velmi dobré vysledky [4]. Jak
vyplyne z popisu téchto metod v dalsim textu, pouziti vétsiny z nich pro prevzorko-
véni signalu za ucelem fizeni v redlném case (napiiklad Fizeni dopravy ve méstech) neni
vhodné, nebot vnéseji do fizeni velké dodatecné zpozdéni, nebo jsou pfimo nekauzalni.
Neékteré jednoduché klasické metody prevzorkovani, jako napiiklad linearni interpolace,
lze pro tucely fizeni dopravy v realném case pouzit. Avsak lze sestrojit metody pfre-
vzorkovani (napfiklad metoda pravdépodobnostniho pfevzorkovani popsané v kapitole
o pravdépodobnostnim pievzorkovani), které davaji lepsi vysledky.

Definice 1. (Signdl)

Pod pojmem signdl rozumime libovolnou funkci, kterd nese néjakou informaci (viz na-
priklad [3]). Spojitym signdlem budeme rozumét signal s(7) vyjadreny jako funkce realné
proménné 7. Tato funkce nemusi byt nutné spojita. Diskrétnim signdlem budeme rozu-
mét funkci s(1;) jejiz definicni obor je konecnd mnoZina, pripadné konecnou posloupnost
st = s(m), t € Z.

Poznamka 1.
V této praci se budeme zabyvat prevazné signalem zavislym na case, proto se takée na
proménné T nebo t budeme odvoldvat jako na cas.

Definice 2. (Prevzorkovint)
Méjme nezndmou redlnou funkci s(t) jedné redlné proménné definovanou na intervalu
W C R. Méjme k dispozici jeji funkcéni hodnoty pro casové okamziky z konecné mnoZiny
{11, 72, ..., 7} C W. Pod idlohou prevzorkovini budeme rozumét odhadnout pro libovolné
T € W funkéni hodnotu s(7).

Poznamka 2.

Jak vyplyne z dalsiho textu, nekdy je dokonce mozné nalézt skutecnou hodnotu signalu
s(7) (ve smyslu priblizit se s libovolnou presnosti). Avsak pouze za velmi prisnijch pod-
minek, které v praxi casto nejsou splneny.

Definice 3. (Vzorkovaci perioda)

Méjme signdl s(7) jehoZ hodnoty zndme pro okamziky z konecné mnoZiny {T, 7o, ..., Ty }.
Pokud rozdil A = 1;,—1,_1 je konstantni pro vSechna i € {2,...,n}, nazveme tento rozdil
vzorkovaci periodou signdlu s(7).

Poznamka 3. (Interpolace, extrapolace)

Ulohu prevzorkovdni mizeme rozdélit na dvé kategorie. Méjme za kol odhadnout hod-
notu signalu v bodé T € R na zdakladé jeho hodnot v bodech 71 < 7 < ... < 7,. Pokud
T & (T1,Tn), nazveme ulohu extrapolaci. V opacéném pripadé ji nazveme interpolact.
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Uloha extrapolace bijvd sloZitéjsi, nebot pri interpolaci se mizeme opiit o teorii Fourie-
rovy transformace a rekonstrukci diskrétnich signdli. S ulohou extrapolace se setkdvdme
napriklad u signalt zavislych na case, kdy pri odhadovdni hodnoty signdlu v case T ne-
muzeme mit k dispozici hodnoty signdlu z intervalu (7, 00).

Definice 4. (Konvoluce)
Necht s, g jsou redln€ funkce redlné proménné. Necht fj;o |s(7)|dT < 400, a necht také

fj;o |g(T)|dT < 400. Necht ddle pro funkci konv plati:

[eo]

konv(t") = / s(1)g(r" — 7)dr. (1)

—00
Potom tekneme, Ze funkce konv vznikla konvoluci funkci s a g, oznacime konv = s * g.

Definice 5. (Fourierova transformace)
Necht pro funkci s plati fjozo |s(7)|dT < 400 (slabd Dirichletova podminka).
Ddle necht

o

S(u) = / s(r)e=2 dr, @)

kde j je imagindrni jednotka, © Ludolfovo ¢islo. Potom funkci S(u) nazveme Fouriero-

vym obrazem funkce s(7), pfechod od funkce s k funkci S nazveme Fourierovou trans-
formaci a znacime S = F(s)

Poznamka 4. (Zpétnd Fourierova transformace)
Z funkce S(u) z definice Fourierovy transformace lze za wrcitych dodatecnych predpo-
kladi [5] zpétné ziskat funkci s(T), a to jako

o0

s(t) = /S(u)eQ”j“Tdu. (3)

—0o0

Poznamka 5. (Diskrétni Fourierova transformace)

Obdobne jako v definici 5 muZeme zavést Fourierovu transformaci pro diskrétni signdly.
Méjme n vzorki signdlu s, = s(1;). Potom pfimou a zpétnou diskrétni Fourierovu trans-
formaci zavedeme pomoct vztahi



Tvrzeni 1. (Konvoluéni teorém)
Necht jsou splnény predpoklady definice 4 a 5. At S = F(s), G = F(g) a necht F(s*g)
existuje. Potom pro funkce s a g plati:

F(sxg)=S-G. (5)

Diikaz. Nejprve si podle definic rozepiseme levou stranu rovnosti

F(s*g)(u) = .7-"(/ s(t)g(v —7)dr) = / ( / s(t)g(v — T)dT) e 2 dy.  (6)
Vyraz e ?™" nezéavisi na 7, takZe ho vtdhneme do vnitiniho integralu. Nésledn& zamé-

nime pofadi integrace a protoze s(7) nezavisi na v, vytdhneme ho do vnéjsiho integralu:

F(sxg)(u) = 7 7S<T)g(v—7)e—2wdfdv — ]osm( 7 g(U—T)e_%j““dU) dr. (7)

—00 —O0 —0o0 —0o0

Ted uz pouze provedeme substituci v = v — 7 a zpétné preznacime v’ na v:

Fls* g)(u) = 7 S(T>< 79@)@—2@”@”)@) dr = 7 s(7)e2miuT 79@)@—2@%(1@@17.

(8)

Tento integral mizeme prepsat na soucin dvou integrali a ve vysledku dostaneme

Far = ( [ soremar)-( [ ooerma)-s-co @
O

Poznamka 6.
Necht jsou (podle [6]) v tvrzeni 1 splnény dodatecné predpoklady. Potom konwvolucni
teorém lze zapsat takée ve tvaru

F(s-g)=5x*G. (10)

Tvrzeni 2. (Obraz pole ¢ funkci)
Necht §(7) znaci Dirakovu zobecnénou funkci, A redlné c¢islo. Méjme funkei p(T):

p(r) =Y 8(r —id), A €R. (11)

1=—00

Potom (viz [5], nebo [6] vztahy (2-57) a (2-59)) pro jeji Fourieriv obraz plati

Flo()w = Py = Y du—i5) (12)

1=—00

Tedy obraz nekonecného pole 0 funkci je opét nekonecné pole § funkci. Funkce p i F(p)
jsou periodicke, ovsem s riznou periodou.



Tvrzeni 3. (Rekonstrukce spojitého signdlu)
Méjme spojity signal s(7). Necht 6 znaci Dirakovu delta funkci. Necht existuje ug € R
tak, aby

(F(s)(u) =0 Vu € R — (—ug, ug).

Neboli pozadujeme, aby Fourieriv obraz signdlu byl mimo zvoleny interval (—ug, ug)
nulovy. Necht je znamo n hodnot signdlu s(7;) a necht pro jednoduchost

(t-1)
2

T = te{l,2,...,n}.

Vytvorme funkci g(7), 7 € R, tak aby

g(r) = s,-6(0) Vte{1,2,..,n},
g(t) = 0 jinak.

(13)
Ddle definugme funkci sinc jako
sine(r) = ST e R0}
= T ’ ’
sinc(0) = 1.
(14)
Potom spojity signdl s(T) spocteme jako
s(7) = sinc(71) * g(7). (15)

Pokud by signdl s(1;) mél jinou vzorkovaci periodu, pouZili bychom funkci sinc s odpo-
vidagict periodou [3].

Tvrzeni 4. (Obraz obdélnikového signalu)
Méjme signdl obd(T) definovany jako

obd(r) = 1 V7 e (—7"71%,
obd(r) = 0 jinak.
(16)

Potom Fourieriv obraz tohoto obdélnikového signdlu bude funkce sinc(T* - T).

Poznamka 7.

Turzeni o rekonstrukci spojitého signdlu si miZeme ukdzat na ndsledujicim priklade.
Méjme diskrétni signdl s(1y), 7w = 0,5-(t —1), t € {1,2,...,n}, ktery vzniknul navzorko-
vdanim spojitého signdlu s(t). Proces navzorkovdnd si miZeme predstavit jako vyndsobeni



funkce s(T) polem & funkci p(7) ze vztahu (11). Vznikne tak funkce g(7) definovand vzta-
hem (13). Pro Fourieriv obraz F(g) tedy bude platit

Flg(1)) = F(s(r)) * F(p(7))- (17)

Z konvolucniho teorému a vlastnosti Dirakovy & funkce [6] potom vyplyne, Ze obraz
F(g(1)) je vlastné periodickym prodlouzenim obrazu F(s(7)). Vyndsobenim této pe-
riodické funkce vhodnou [3] obdélnikovou funkci dostaneme zpdtky obraz pivodniho spo-
jitého signdlu. To podle tvrzeni 4 a pozndmky 6 odpovidd konvoluci signdlu g(T) s funkct
sinc s vhodné [3] zvolenou periodou.

Poznamka 8.

V' dalsim textu budeme predpokladat, Ze rekonstrukci signdlu lze provést pomoci funkce
sinc(T ). Pokud bychom museli pouZit sinc s jinou periodou, zménily by se odpovidajicim
zpusobem [3] také uvadené vztahy.

<
[
|

sinc'(101)

0.5 I 1 I 1 I I I

obraz sinc'(10)
Q - N [ -~ 4] @
|

. s 4 ! . ! n . ‘
-5 -4 -3 -2 -1 0 1 2 3 4 5
frekvence (Hz)

Obrézek 1: Funkce sinc’ a jeji Fouriertiv obraz; sinc’ vznikla nahrazenim hodnot funkce
11

sinc(107) nulami mimo interval (—3, 3)

Podle predchoziho shrnuti je pro signaly, které jsou frekvenéné omezené, idedlnim
zptisobem rekonstrukce konvoluce s funkei sinc s vhodné zvolenou periodou. Uskali tako-
véhoto zpisobu prevzorkovani jsou zfejma jiz na prvni pohled. Pfedevsim funkce sinc(7)
ma nekonecny defini¢ni obor, tudiz spocitat takovouto konvoluci neni mozné.

Logickym dalsim krokem je nebrat v tvahu celou funkci sinc(7), 7 € R, ale omezit
se na vhodny interval kolem nuly 7 € (—7*,7%), 7 € R a mimo tohoto intervalu
povazovat funkci za nulovou. Jak je vSak ukazano napiiklad v [3], obraz takovéto funkce



se znacné lisi od idedlniho obdélnikového tvaru i v ptipadé, Ze interval (—7*, 7%) na ktery
se omezime bude velky. Pti prevzorkovani takovato metoda nedéava ptilis dobré vysledky
a je navic vypocetné narocna.

Presto je na zakladé myslenky rekonstrukce pomoci funkce sinc zalozena celd fada
metod pfevzorkovani. Tyto metody se snazi funkci sinc(7) s omezenym definiénim obo-
rem nahradit jinou funkci (tzv. konvolu¢énim jadrem), jejiz obraz by se co nejvice podobal
ide4dlnimu obdélnikovému tvaru, ale jejiz konvoluce se signalem by byla vypocetné nena-
rofné. Jednim ze zpisobt jak takovouto funkei vytvorit je soucin pivodni funkce sine(7)
a vhodné zvolené funkce, ktera se nazyva okno. Tim vznikne takzvané konvolué¢ni jadro,
které nahrazuje funkei sinc(7) ze vztahu (15).

2.1 Lanczosuv filtr

Tento zpusob prevzorkovani je pojmenovan po madarském matematikovi a fyzikovi,
Corneliu Lanczosovi a pouziva se velmi c¢asto pfi prevzorkovani obrazu. Svého rozsireni
dosahl zejména kvili pomérné dobré kvalité prevzorkovani a malému vzriistu vypocetni
slozitosti ve srovnani s diive pouzivanymi metodami. Pod nazvem Lanczostv filtr se
mini skupina konvoluénich jader, patticich do skupiny okénkovych sinc jader. Konvolu¢ni
jadro tohoto filtru vznikne vynasobenim Lanczosova okna

i N
LanczosN(1) = M, —N <7 <N,
7T /N
LanczosN(t) = 0 jinak (18)

a funkce sinc(7). Vysledny tvar filtru je tedy

sin(w7/N) sin(n7)
7T /N T

LanFilter N (1) = (19)
Lanczostv filtr tedy neni pouze jeden, jednotlivé filtry se od sebe lisi praveé sitkou zvo-
leného okna. V praxi jsou casto volené hodnoty N = 2 nebo N = 3. Tento filtr je casto
pouzivan pii zvétsovani digitalnich obrazkt jako kompromis mezi rychlosti a kvalitou.

Poznamka 9.
Mezi dalsi casto pouZivand okna patri napriklad Hammingovo, Blackmannovo, Kaise-
rovo, nebo Gaussovské. Jejich vghody pro konkrétni pripady pouZiti jsou rozebrdny v [3].

Poznamka 10.
JelikoZ Lanczosuv filtr zahrnuje vypocet konvoluce, vnasi do prevzorkovdni v realném
case zpoZdend.

10



2.2 B-spline funkce
Definice 6. Méjme funkci Bo(T) definovanou jako

11
Bo(r) =1 VT€<—§7§>,
By(t) = 0 jinak.
(20)

Funkci By nazveme B-spline nultého 7ddu. Necht ddle plati
By(7) = Bo(7) * By-1(1) Vk €N. (21)

Potom funkci By, nazveme B-spline k-tého radu.

@ C T T T T T ]
£
o o5} .
vy
o
om 0 1 1 1 1 | 1 1
-2 1.5 -1 -0.5 0] 0.5 1 1.5 2
T
@ C T T T T ]
£
o osf .
vy
m | ] 1 1 I | 1
-2 1.5 -1 -0.5 0] 0.5 1 1.5 2
T
[ 7] T T T T T T T
s
S o050 -
wy
o
o 0 | 1 1 1 | | 1
-2 -1.5 -1 -0.5 4] 0.5 1 1.5 2
T
w L T T T T T T T ]
o o5t —
w
©
m 0 | 1 1 1 | | 1
-2 -1.5 -1 -0.5 4] 0.5 1 1.5 2

Obrazek 2: Piiklady B-spline

B-spline metody jsou metody navrzené k piiblizné rekonstrukci ptivodniho spojitého
signalu, ptipadné ke zvyseni vzorkovaci frekvence. Jednd se v tomto smyslu o obdobu
spline kfivek, u kterych neni kladen pozadavek, aby prochéazeli vS§emi znamymi body
navzorkovaného signalu. Tato jejich vlastnost je vidét primo z konstrukce konvolu¢niho
jadra. Pii vypoc¢tu hodnoty signalu v daném okamziku pocitame konvoluci signalu a
konvolu¢niho jadra v daném okamziku. Aby vysledek konvoluce byl roven hodnoté sig-
nalu v tomto okamziku, musela by v ném byt hodnota konvolu¢niho jadra rovna jedné.
Zaroven by musela byt hodnota konvoluc¢niho jadra pro vSechny ostatni okamziky rovna
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nule. To u B-spline neni splnéno. B-spline vSak maji vlastnost, kterou obvykle jina
konvolu¢ni jadra nemaji, jsou nezaporna. Toho lze s vyhodou vyuzit pro signaly, které
nemohou ze své podstaty nabyvat zapornych hodnot (napiiklad vzdélenost, jas obrazu
a jiné).

Poznamka 11.

Cim vyssi stupen B-spline pouZijeme, tim lepsi vysledek prevzorkovdni miZeme ocekdvat.
Z obrazku 2 vsak vidime, Ze s rostoucim stupneém B-spline roste pocet vzorku potrebnych
k vypoctu. Tim padem roste i dodatecné zpoZdéni pri prevzorkovani v redlném case.
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3 Pravdépodobnostni prevzorkovani

Klasické metody prevzorkovani signalti popsané v predchozi kapitole nachazeji uplatnéni
v 8iroké skale tloh, zejména diky pfesnosti podavanych vysledkd [4], nebo nendrocné
implementaci téchto metod. PTi pokusech o fizeni slozitych systému v realném case, pod
které spada naptiklad tloha efektivniho fizeni dopravy ve velkoméstech, se vsak tyto
metody nedaji dobfe pouzit.

Ve zminéné tloze fizeni dopravy dostavame informace o fizeném systému v nepra-
videlnych casovych intervalech v podobé, ktera neni vhodna pro jeho dalsi zpracovani.
Proto je nutné signéal prevzorkovat a odhadnout jeho hodnoty v okamzicich potieb-
nych pro tizeni, tedy v pravidelnych ¢asovych odstupech vhodné zvolené délky. Protoze
fizeni provadime v redlném case, nemtzeme pouzit metody prevzorkovani, které jsou
nekauzalni, pripadné vnaseji do tizeni velké zpozdéni. Tuto nezadouci vlastnost ma
ovsem vétsina klasickych metod prevzorkovani, jak vyplyva z jejich popisu uvedeného
v predchozi kapitole. Nékteré zjednodusené varianty téchto klasickych metod (naptiklad
odhad pomoci B; spline odpovida proloZzeni dvou sousednich vzorki signélu pfimkou)
jsou sice kauzalni a nevnaseji velké dodatecné zpozdéni, avsak nedavaji dobré vysledky,
jak ukazuji grafy (napfiklad obrazek 5 na str. 27) v kapitole zabyvajici se srovnanim pte-
vzorkovacich metod. Proto bylo nutné navrhnout novou metodu, ktera by méla vsechny
pozadované vlastnosti (kauzalita, pfesnost, nevnasejici dodate¢né zpozdéni).

Pted samotnym popisem této nové metody jsou v pripravné c¢asti uvedeny potiebné
pojmy a tvrzeni podle literatury [1], [2], [8] a [9]. V celé kapitole jsou vyuzivany poznatky
z teorie pravdépodobnosti a statistiky, jejichz zaklady jsou dobte vysvétleny napiiklad
v [1]. S pomoci téchto pojmi je potom v dalsi ¢asti popsdna metoda pravdépodobnost-
niho prevzorkovani signald.

3.1 Priprava pojmii

Definice 7. (Hustota pravdépodobnosti)

Necht Z je redlnd ndhodnd velicina (viz [1]). Definujme funkci F(z), z € R jako prav-
dépodobnost, Ze nahodnd velicina Z nabyde hodnoty mensi neZ z, tj. pravdépodobnost
Z < z. Necht tato funkce F(z) je absolutné spojita. Funkci f(z), pro kterou plati

F(z) = / F()de (22)

nazveme hustotou pravdépodobnosti nahodné veliciny Z. Obdobné lze zavést hustotu prav-
dépodobnosti jako funkci vice proménnych. Pokud nehrozi nejednoznacnost, budeme na-
zev nahodné veliciny 1 hodnoty kterych nabyvd znacit malymi pismeny.

Poznamka 12.

22

Viyraz [ f(2)d2 tedy vyjadiuge pravdépodobnost, Ze ndhodnd velicina Z nabyjvd hodnot
21

z intervalu (21, z9).
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Poznamka 13.

Rizné hustoty pravdépodobnosti budeme rozlisovat podle proménnych, tj. f(z) bude hus-
tota nahodné veliciny Z, f(z*) bude hustota ndhodné veli¢iny Z*. Pokud by mohlo dojit
k nejasnostem, bude pouzito jin€ rozlisent, napriklad pomoci indexi.

Definice 8. (Podminénd hustota pravdépodobnosti)
Necht f(z), f(0) jsou hustoty pravdépodobnosti ndhodnych veli¢in Z a ©. Necht f(6) # 0.
Potom hustotu

f(z)

f(210) = 70) (23)

nazveme podminénou hustotou pravdépodobnosti veliciny Z (za predpokladu © = 0).

Tvrzeni 5. (Bayesiv vzorec)
Méjme hustotu pravdépodobnosti f(z|0). Potom hustotu f(0|z) lze spocitat jako

fol) — SCI0) - 116)

. (24)
J 1) 5(0)0

Poznamka 14. (Symbol )

Necht f1(2), f2(2) jsou hustoty pravdépodobnosti, necht f' je libovolna funkce splriujici
poZadavky na hustotu pravdépodobnosti kromé normovanosti [1], kterd nezdvisi na z.
Potom rovnost

fi(z) = [ fo(2) (25)
muzZeme zapsat také jako
fi(2) o fa(2). (26)
Rikdme, Ze fi(z) je proporciondini k fy(z).
Poznamka 15. (Apriorni, aposteriorni hustota)

Hustotu f(0) z Bayesova vzorce nazveme apriorni hustotou veliciny O, hustotu f(0|z)
aposteriorni hustotou.

Poznamka 16. (Sdruzend, margindlni hustota)
Necht f(z,0) je hustota pravdépodobnosti nahodnych veli¢in Z a ©. Hustotu

f(2) = / f(2.60)d6 (27)

nazveme margindlni hustotu pravdépodobnosti veli¢iny Z. Hustotu pravdépodobnosti f(z, 6)
pak nazveme sdruzenou.

Definice 9. (Systém)

Systémem budeme rozumét libovolnou cast svéta, se kterou budeme chtit nejak pracovat
(popsat, ovlivnit). Vstupy budou veliciny, kterymi systém ovlddame. Vystupy budou ve-
liciny, které pozorujeme. Presnéjsi vymezeni systemu pak zdavisi na cili, ktery sledujeme.
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Poznamka 17. (Model)

K tomu, abychom mohli se systémem lépe pracovat (predpovidat jeho stav, kontrolovat
ho) musime zavést vhodny matematicky popis. Tento popis musi byt na jednu stranu do-
statecné jednoduchyj, abychom ho mohli formalizovat, na druhou stranu by mél co nejlépe
vystihovat skutecné vlastnosti systému. Matematicky popis systému nazveme model.

Definice 10. (ARX, AR a regresni model)

Méjme model systému kde predpokladdme, Ze vystupni hodnoty vy, Yi—1, --., Yo € R
zdvisi na vstupech x;, Ti_1, ..., To € RF podle vztahu
Yt z!
= : |0+e, (28)
Yo w%

kde 6 € R* je parametr modelu, vektor €T = (ey, ..., e;) nekorelovanych veli¢in nazveme
bilym sumem. Takovyto model nazveme linedrni regresni model k-tého radu. Méyme ddle
takovy model, kde vystup vy, zavisi pouze na hodnotach y;_1, ..., yo podle

Y = O1ye—1 + Oy + ...+ Opye—i + ey, t>k. (29)

Potom tento model nazveme autoregresnim modelem k-tého rddu. Konecné méjme model
kde predpokladame vystup y; jako kombinaci predchozich vystupi a vstupi ve tvaru

Y = blxt,l + ...+ bmﬂft’m + a1Ys—1 + A2Yr—2 + ...+ QY + €4, m,l > t. (30)
Takovijto model nazveme ARX model ¥adu I+m s parametrem 7 = (by,...,by, a1, ..., @).

Poznamka 18.
Ddle v textu budeme vZdy wvaZovat pouze Gaussovsky bily sum s nulovou stredni hodno-
tou, tj. e ~ N(0,0?).

Poznamka 19. (Nekauzdlni systém)

V predchozi definici lze uvaZovat, aby vystup modelu y; v case t zavisel také na vstupech
(vystupech) s indexem t + 1 a vyssim. Systém odpovidajici tomuto modelu je nekauzdlni,
ovsem v nekterych pripadech je takovyto model opodstatnény. Napriklad pokud uZ je
znama celd historie systému a vypocty provdadime dodatecné, tedy ne v redlném case.

Definice 11. (Stavovy vektor)
Méjme ARX model s parametrem 6 jehoZ vystup y; je popsan vztahem (30). Potom
vektor ¢, definovany jako

X1

b, = ";jm . omA+l=k, (31)
t—1

Yt—1

nazveme stavovym vektorem naseho ARX modelu 7ddu k v case t.

15



Definice 12. (Datovy vektor)
Predpoklddejme stejny model a znaceni jako v definici 11. Potom vektor v, definovany

jako
vi= (%), 3

nazveme datovym vektorem modelu v case t.

Definice 13. (Informacni matice)
Méjme stejny model a znaceni jako v definici 11 a 12. Oznacme Xy matici

T
Y,
Xo = : , (33)
o,
kde zdporné indexy zduraznugji, Ze se jednd o apriorni informace ziskané€ jesté pred zacdt-
kem experimentu v case t = 0. Predpoklddejme ddle, at sloupce matice X jsou linedrné
nezavislé (tento predpoklad je vysvétlen ddle v textu). Oznaéme Vg takzvanou apriorni
informacni matici definovanou jako

Vo = X Xo. (34)
Potom matici V; definovanou jako
Vi =Vio1 + ¥y, (35)
nazveme informacni matict modelu v case t.

Poznamka 20. (Rozklad informacni matice)

Pri odvozovani nékterych vlastnosti informacni matice v dalsim textu vynechdme pro
zjednoduseni casové indexy. K pozdéjsi realizaci vypoctu (kvili numerické stabilité) je
vghodné uvaZovat matici V ve tvaru jejiho rozkladu na soucin

V =L"DL,

kde L je dolni trojuhelnikovd matice s jednickami na diagondle, D je diagondlni ma-
tice. Jedna se vlastné o pozménény LDR rozklad [9], pouze je vyménéno poradi dolni
a hornt trojuhelnikové matice. Navic protoZe V' je symetrickd, vzniknou horni a dolni
trojuhelnikovd matice pouze vzajemnou transpozici. O existenci jednoznacného rozkladu
se zmainuje tuvrzeni 9. Ddle je vyhodné uvaZovat rozklady matic L a D ve tvaru

1 0 D 0
Tvrzeni 6.

Meéjme libovolnou matici X o hodnosti k. Potom hodnost soucinu X' X je také rovna

k.
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Diikaz. (Podle [1])

Vezméme libovolny nenulovy vektor z. Jestlize Xz = 0 (tj. X mé linearné zavislé
sloupce) potom také plati X7 Xz = X70 = 0. Naopak, pokud X7Xz = 0, potom
také 27 XTXz = 0 ¢li (X2)7(Xz) = 0, takze musi Xz = 0. Tedy pocet linedrné
nezavislych vektort, které obé matice zobrazi na nulovy vektor je stejny. Tento pocet
odpovida poctu linearné zavislych sloupcti matice. Protoze ale obé matice maji stejny
pocet sloupcti, maji také stejnou hodnost. O

Tvrzeni 7. (Hodnost apriorni informacni matice)
Matice Vo md plnou hodnost (je requldrni).

Diikaz. Méjme matici X naseho modelu fadu k definovanou podle vztahu (33). Ukdzeme,
ze hodnost apriorni informac¢ni matice je rovna k + 1.

Predpokladame, ze k£ < n, kde n ma stejny vyznam jako v definici 13, ¢ili pocet
pozorovanych datovych vektort. Pokud by tomu tak nebylo, méli bychom pro soustavu
n rovnic (30) (pro t = —1, ..., —n) vice rovnic nez nezndmych a feseni bychom si mohli
zvolit.

Déle predpokladejme, Zze hodnost matice X je rovna k + 1. Pokud by sloupce X byly
linedrné zavislé, znamenalo by to, Ze néktera slozka vektoru parametria @ = (01, ... ,0)
je linearni kombinaci ostatnich a lze ji (tudiz i cely sloupec matice X) vypustit.

Nechf tedy & < n a nechf hodnost matice X je rovna k + 1. Potom podle tvrzeni
6 je hodnost informac¢ni matice X7 X také k+1. Jelikoz matice X ma k + 1 sloupct, je
matice X7 X ¢&tvercovd a ma k + 1 sloupct, tedy plnou hodnost. n

Tvrzeni 8.
Informacni matice V; v case t je pozitivné definitni.

Diikaz. Nejprve ukazeme ze Vj je pozitivné definitni. Sledujme skalarni soucin V; a
libovolného vektoru z. Mame

(Voz,2) = (XTXz,2) =2" X" Xz = (X2)T(Xz2).
Oznacime vektor (Xz = 2’) a dostaneme
(Voz,2) = (2',2") >0,

coz je z definice skaldrniho souc¢inu nezaporné ¢islo. Tedy matice Vj je pozitivné semide-
finitni. Zaroven je podle tvrzeni 7 regularni, tudiz je pozitivné definitni. Podle definice
13 je

V. =Vie1 + Yy
zaroven vsak stejnym postupem jako v prvnim kroku diikazu mtzeme ukazat, ze soucin
Pl je pozitivné semidefinitni. TakZze pro V; plati

(Viz,2z) = 2" Voz + 2"z + ... + 2T p9p{ 2 > 0,

coz je soucet kladného a dale nezapornych c¢isel. Takze informacni matice V; je v kazdém
case t pozitivné definitni. O
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Tvrzeni 9. (Ezistence jednoznacného rozkladu V;)
LTDL rozklad informacni matice V; ezistuje.

Diikaz. Pozitivné definitni matice je podle Sylvestrova kritéria zaroven silné regulérni
(tj. mé vSechny subdeterminanty rtzné od nuly). To je ovSem postacujici podminka pro
jednozna¢ny LDR rozklad. O]

3.2 Vyuziti apriorni informace

V této Casti je naznacena myslenka o zpfesnéni odhadu vlastnosti systému popsana
v [7], zaloZend na nésledujici Gvaze. Méjme dva modely popisujici stejny systém. Af
druhy model odhaduje hodnoty veli¢in, které pro své odhady vyuziva prvni model. Po-
kud odhady druhého modelu budou pfesné, lze je pouzit jako vstup do prvniho modelu
a oCekavat zlepseni odhadu prvniho modelu. Pii odhadech se ¢asto pouziva statisticky
pristup, proto odhady maji charakter hustot pravdépodobnosti, které se posléze vhod-
nym zpusobem redukuji na bodovy odhad. Pro pouziti v prvnim modelu je tedy mozno
pouzit odhad z druhého modelu dosazenim konkrétniho bodového odhadu. Tim se ovSem
pripravime o ¢ast informace, kterou obsahovala cela hustota pravdépodobnosti.

Poznamka 21. (Motivace)

Tvrzeni o mozné ztraté informace pri redukci hustoty pravdépodobnosti na bodovy odhad
a mozné dusledky lze ukdzat na nasledujicim priklade. Méjme hustotu pravdépodobnosti
nahodné veliciny C' jakoZto smés dvou normdlnich rozdélent, tj. napriklad

f(c) ~ %N1(1,02) + %NQ(—LUQ). (37)

— MNL(1,s2=1)
—— Ny-1,5%=1)
F(O)=N, + N,

0.9

0.8

0.7 -

0.8

0.5

o, N,

0.4

03

0.2

0.1

Obrazek 3: Smés dvou norméalnich rozdéleni s rozptylem o2 = 1

Jako bodovy odhad veliciny C' bychom pravdépodobné zvolili stredni hodnotu, tj. 0.
Situace je zndzornéna na obrdazku 3. Predpoklddejme, Ze tento bodovy odhad pouZijeme
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jako parametr dale do hustoty pravdépodobnosti veliciny Z, kterd bude mit tvar

Flele) = e (38)

B 2mo

Potom po dosazeni bodového odhadu za ¢ do této podminené hustoty bychom dostali
rozdeleni se stredni hodnotou rovnou nule. Pokud bychom se opét rozhodovali na zdklade
stredni hodnoty, bylo by tedy vysledkem nasi metody odhad z = 0. Podle tvaru hustoty
(38) intuitivné citime, Ze s vysledkem z = 0 souhlasime jen pokud c* je velmi blizké
nule. Podle obrdzku 8 viak vidime, Ze pravdépodobnost ¢ blizkého nule je velmi mald,
zatimco pravdépodobnost ¢ > 0 je primo rovnd jedné. Je tedy jisté > > 0 a tedy z > 0.
Podivejme se ted na priklad, kdy bychom misto bodového odhadu ¢ = 0 pouzili celou
hustotu pravdépodobnosti veliciny C' podle (37). Potom bychom s vyuZitim vztahu (38)
vytvorili sdruzenou hustotu pravdépodobnosti f(z,c) ve tvaru
1 (z=c?)? (:=12)? =(=1*?

f(z,0) = e 2 (e T 4e 2 ). (39)

2o

Integract vztahu (39) pres vSechny hodnoty parametru ¢ nyni dostaneme rozdéleni veli-
ciny Z, které narozdil od vztahu (38) zahrnuje nasi veskerou minulou informaci o pa-
rametru c. Nasledneé miZeme spocitat stredni hodnotu tohoto noveho rozdeleni. Mame
tedy

oo o0 1 e B
E(z) = // zcdzdc-//—Q_( .(e_< T e = )dzdc
o

+(=1)?

:—1.
5 +

(40)

Hodnotu integrdlu (40) jsme vzhledem k tvaru integrované funkce ziskali numerickym
vypoctem. Hodnota %(12 + 1) + 1 = 2 se lidi od piivodné vypoctené hodnoty ¢ = 0
a je v souladu s nasim intuitivnim ocekdvanim. Tim, Ze jsme vzali do uvahy rozptyl
parametru c jsme pripustili kromé hodnoty ¢ = 0 také okoli kladnych i zaporngych hodnot ¢
kolem nuly. ProtoZe ale sttedni hodnota hustoty (38) zdvisi na druhé mocniné c, posunuli
jsme diky integraci (40) (kterou zde muzZeme prirovnat k vdZenému priméru Gaussovych
funkci) celou margindglni hustotu f(z) doprava. Situace je vidét na obrdzku 4.

Podivejme se nyni detailnéji na moznost vyuziti apriorni informace. Méjme systém,
ktery budeme pozorovat. Snazime se odhadnout jeho vystup y; v case t na zakladé
vyhodnocovani hustoty pravdépodobnosti

fl(yt|¢t70a02)’ (41)

pozorovanjch dat ¢, v ¢ase t a subjektivné zvolené apriorni hustoté f1(0, 0?) parametrii
(0, 0%). M&jme dale stejny systém, ktery viak miiZe byt popsan jinjym, neparametrickym
modelem

f2(yt|¢ta71bt—l>-"7¢0)' (42>
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2—c2)2
Obrazek 4: Néhled hustoty pravdépodobnosti f(z|c) = —2 5

2mo

Pokud oba modely popisuji stejnou nahodnou veli¢inu g, miizeme se pokusit vyuzit
odhadu druhého neparametrického modelu (42) ke zpfesnéni odhadu prvnitho modelu
(41). Nejjednodussim zpusobem by bylo zredukovat hustotu pravdépodobnosti fo na
bodovy odhad ¥y, a timto odhadem obohatit mnozinu pozorovanych dat ¢; v prvnim
modelu. Jak jiz ale bylo naznaceno v poznamce 21, takovymto zptisobem se mtizeme
pripravit o ¢ast cenné informace obsazené v celé hustoté pravdépodobnosti f.

Jeden z moznych zptisobi, kterym se o tuto informaci nepfipravime, je popsan na-
ptiklad v [7] nebo [8]. Jeho vysledkem je vztah (43) pro tpravu apriorni hustoty para-
metri f1(0,0%) prvniho modelu za pomoci hustoty fo(y:|ds, ¥i_1, ..., 10). Vysledkem
(43) je nova hustota pravdépodobnosti f(0, 02| f,) parametrii (6, 0?), kterou nahradime
pivodni apriorni hustotu f;(6,0?) Na hustotu f, mtizeme pohliZet jako na funkci dvou
proménnych y; a ¢;. Protoze se ve vztahu (43) pres tyto dvé proménné provadi integrace,
jsou vynechany casové indexy:

(0, 02|f2) o~ fl(e’O-Z)GHIf2("l’|"l’t717---71/10)ln(f1(?/“f)vovUQ))d'l/" (43)

Cislo u je vhodné zvolena véha, o zpfisobu jejitho hledani se pise v [7].

3.3 Popis ulohy a navrzeného zpiisobu prevzorkovani

Pti snaze o fizeni dopravy v redlném case sledujeme, modelujeme a fidime urcity systém.
Signal tvoreny vystupy y; tohoto modelu vSak neni v podobé vhodné pro fizeni systému
(tato skutecnost je dana fyzikalni realizaci naseho konkrétniho sledovaného systému).
Ptripomenme, ze symbolem 7 znacime spojity cas méfeny od zahajeni pozorovani
naseho systému. Déle zde upozornéme, ze symboly s indexem ¢ (napfiklad 7, v;) zde
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maji vyznam jednak konkrétni veli¢iny v ¢ase ¢ a jednak konec¢né posloupnosti. Jejich
rozliseni je vzdy patrné z kontextu.

Mame k dispozici signal y;, jehoz hodnoty se dozvidame pribézné v okamzicich 7,
t € Z, v nepravidelnych ¢asovych odstupech. Tedy 7, — 7,1 # konst. Na zdkladé téchto
hodnot signalu y(7;) se budeme snazit odhadnout hodnoty signalu v jinych ¢asovych
okamzicich 7y s pravidelnymi odstupy, neboli 7o =0+ A, - ¢/, t' € Z, A, € R je délka
ptrevzorkovaciho intervalu. Odhad hodnoty signélu y(7/) v ¢ase 7 budeme provadét na
zékladé vzorki signélu y(7;), kde budeme uvazovat pouze takova 7, pro ktera plati 7y _; <
7+ < Ty, tedy vzorky z tzv. aktualniho pfevzorkovaciho intervalu. Odhadovani hodnoty
y(1y) provadime v redlném case, tedy hned v okamziku 7. Aby méla tloha smysl,
budeme predpokladat, Ze pravidelné casové intervaly pro prevzorkovani jsou zvoleny
tak, aby kazdy obsahoval alesporti jednu zndmou hodnotu signalu y(7;). Oznacme jesté
71 =max{r|my 1 <7 <Tw}ar =T

Pro odhad hodnoty signalu v = y(7/) byla na zakladé konzultaci a ¢lanku [8] a [10]
zvolena nésledujici metoda prevzorkovani. Méjme ptevzorkovaci interval [ = (71, 7).
Oznacme symbolem 7’ veli¢inu predstavujici ¢as od zac¢atku aktualniho prevzorkovaciho
intervalu I = (ry_1, 7¢), neboli 7 = 71 +7'. Pro dany pievzorkovaci interval I budeme
modelovat pritbéh signalu y(7) jako

y(r)=ylrp_1+7)=a-7+b+e, e~ N(0,0%). (44)

Pro jednoduchost modelu tedy predpokladame, ze pro signal y(7') v ¢ase 7" € I plati
linearni zavislost na 7’ (az na odchylky zptsobené sumem). Pro odhadovanou hodnotu
signalu yy v case 7 tedy dostaneme

yo =y(rv) =a- A, +b+e, e~ N(0,0%). (45)
Pokud zapiSeme vztah (44) pomoci hustot pravdépodobnosti, dostaneme:

f(y(T/)|¢t7 ’l,bt_l, s 717[)07 a, b7 U2> ~ th (0T¢t7 02)7 (46>

kde 0, ¢; a ¢ jsou ve smyslu zavedeného znaceni

) () eel) e

Déle budeme v modelu predpokladat, ze

f(y(T/)’(bt: ¢t717 cee 71:007 07 UZ) = f(y(T/)|¢t7 07 02)7 (48>

neboli hustota pravdépodobnosti odhadované hodnoty signélu 3y zavisi na celé minulosti
pozorovanych veli¢in pouze prostfednictvim parametrt ¢, 0 a o2.

Jako apriorni rozdéleni parametr (60, 0?) zvolime podle [2] takzvané Gauss inverzni
Wishartovo rozdéleni (GiW), takZe hustota pravdépodobnosti parametrt (6, 0%) se bude
ridit vztahem

o+ 52 0T (LT DL)O

N~ Gi 2(L, D =
f(070) GZWQ,O’( ) 7V) I(L,D,I/) )

(49)
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kde 0 znaci
~ —1
- (%) (50)

te
2

hodnota ve jmenovateli

I(L,D,v) = F(2) 21?D|22 (27) (51)

je normovaci konstanta, v je vaha apriorni informace, [?D| je determinant ¢D a T je
Eulertiv integral

F(g) = /Tg_le_TdT. (52)

Po dosazeni pfislusnych hodnot L, 1, D;_1, v;—1 do (49) za L, D, v, vypocitanych (viz
[10]) na zakladé hodnot signalu y; z aktualniho pfevzorkovaciho intervalu I, dostaneme
aposteriorni hustotu pravdépodobnosti parametrtt f(0,02|¢s, ¥ 1 ..., 1%0). Vzhledem
k tomu, ze GiW rozdéleni je konjugované k normélnimu [2], bude aposteriorni hustota
pravdépodobnosti parametrii (6, 0?) také GiW. Nyni mtzeme vytvoiit sdruzenou hus-
totu pravdépodobnosti

f(y(T/)7 07 U2’¢t7¢t—17 s 71/)0) = f(y(T/)|¢t7 07 02) ’ f(07 02|¢t7 ’(/)t—h s 71/)0)’ (53>

Hustotu pravdépodobnosti hodnoty signdlu y(7’') pak ziskdme integraci ptes vSechny
piipustné hodnoty parametrt (6, 0?):

F) s s - th0) = /f 1.0,0% b, o)dBdo?. (54)

Pokud provedeme integraci, ziskdme podle [2] vyslednou hustotu pravdépodobnosti ve
tvaru

f(y(T/)’(,bt:"ptfla---?'l/JO) = (y(T/)‘¢t7Lt 1, D1, v 1)
_ D(H=) 4D, 1 (14 ¢)) 2
VAD(%

1 )

2 4
2 S)(1+ ap,- 1(1+gt))2yt_1+2

Vi—

(55)
kde é; je odhad rozdilu skutec¢né a predpovidané hodnoty signalu y(7’) — 9(7'),
& =y(r')—0"¢, 0=C"L71L, |, (56)
a pro (; plati
G = ¢Z¢L;711¢D1;11¢(Lzll)_l¢t' (57>
Stfedni hodnota hustoty pravdépodobnosti vyjadiené vztahem (55) je pak
§(7') = 67 ¢, (58)
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Za ucelem prevzorkovani signalu, tj. odhadem hodnoty signalu y» na konci aktualniho
prevzorkovaciho intervalu I, staci ve vztahu (55), pfipadné (58) zvolit 7/ = A,. Dosta-
neme tak vysledny vztah pro odhad hodnoty signalu

Je=Gv = A, +b. (59)

Pti odhadu hodnoty signélu v nasledujicim pfevzorkovacim intervalu (7, 7y41) bu-
deme postupovat obdobnym zptsobem jako pro interval (7y_1,7), s rozdilem pii kon-
strukci hustoty pravdépodobnosti parametrii (6, 0?). Opét na zakladé hodnot signlu
z aktualniho prevzorkovaciho intervalu spocitame aposteriorni hustotu pravdépodob-
nosti f(0,02|Gs1i, Yivi1,---,%0) podle vztahu (49) dosazenim Ly 1, Dy 1, Vigio1-
Symbol +i v indexu znadi, Ze se jedné o prevzorkovaci interval (y, 7., 1). Toto vSak ne-
bude vysledna aposteriorni hustota. Hustotu f(0, 02|@ s, ¥ii 1, - - -, o) dale upravime
podle vztahu (43) nésledujicim zpisobem.

Ve vztahu (43) dosadime za f1(0) hustotu f(0,02|@¢ i, Yriio1,---,%0). Za hustotu
fo ve vztahu (43) dosadime hustotu f(y(t')|¢s, Y1, .., %) ze vztahu (55) ziskanou
v predchézejicim prevzorkovacim intervalu (7,1, 7). U symbold y a ¢ vynechdme ¢asové
indexy, nebot pres tyto veli¢iny se bude integrovat. Vyslednou aposteriorni hustotu
parametrii (0, 0?), kterou ozna¢ime jako f(0,0?|f;) tedy ziskdme podle vztahu

f(g) 02|f2) x f(g) U2|¢t+i; Yiviit, ... ’¢0)€uff(yldmbtq,...,¢o)ln(f(y|¢79,02))dyd¢_ (60)

Ptitom p je vhodné zvolend vaha, kterou pfikladame hustoté f(y(t')|d¢, i1, .., o)
ziskané v predchazejicim prevzorkovacim intervalu.
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4 Srovnani metod prevzorkovani

V této casti prace pristoupime ke srovnani metody pravdépodobnostniho prevzorkovani,
popsané na konci predchozi kapitoly, s jinymi metodami.

Popisme zde metodiku testovani. Abychom mohli porovnavat ptesnost odhadu jed-
notlivych metod, budeme tyto odhady srovnavat se skutecnymi hodnotami signélu.
V ptipadé uméle vytvoreného signalu, kdy zname jeho analyticky popis, mizeme jeho
hodnotu v libovolném okamziku vypocitat a srovnat s odhadnutou hodnotou v daném
okamziku odhadu. V pfipadé, ze priibéh odhadovaného signalu nezname, coz je pripad
realného signalu z dopravnich detektorii, musime postupovat jinak. Okamziky, ve kte-
rych odhadujeme hodnotu signalu musime v takovém pripadé zvolit tak, aby se kryly
s nékterymi okamziky, ve kterych zndme hodnotu signalu. Tyto vzorky signalu nebu-
deme pii vypoctech odhadl uvazovat. Pouzijeme je az ke srovnani odhadnuté hodnoty
a skute¢né hodnoty signalu.

Definice 14. (Chyba metody)

Chybou respektive odchylkou odhadu metody pro dany signdl pri dangch podminkdch (tj.
intenziteé sumu, délce prevzorkovactho intervalu, poctu vzorkiu signalu v prevzorkovacim
intervalu) budeme rozumét velicinu

;(y(ti) —J(t:))? %};(y(tz) — 9(ti))?
AT R o A oy

1eP

kde P znaci mnoZinu okamziki, ve kterych jsme odhadovali hodnotu signdlu a §(t;) znaci
odhadnutou hodnotu. Jedna se v zaklade o kvadrdt odchylky skutecné a odhadované hod-
noty scitany pres vsechny odhady pro dany signdl za dangych podminek. Dale je bran ohled
na celkovy pocet odhadi a stredni hodnotu signdlu (v absolutni hodnoté). Odmocnina
v Citatelt je pouZita proto, aby chyba byla bezrozmérna.

Poznamka 22.

Vzhledem k tomu, Ze byly testovdany rizné signdly za ruznych podminek, nebylo mozno
udrzet pocet odhadu pro kaZdy vypocet chyby stejny. Testovaci metoda byla proto upra-
vena tak, aby kaZda chyba byla pocitana minimdlné ze 100 odhadu. VEtsi pocet nebyl
zvolen kvuli velke vypocetni ndrocnosti testovaciho programu. V nékterych pripadech,
pokud byla ¢asovd ndrocénost nizsi, byl tento limit zvysen (naptiklad pri prevzorkovdni
primky bylo pro vgpocet kazdé chyby pouZito primérné 400 odhadi).

Pti testovani v pripadé uméle generovaného signalu budeme dale postupovat nasle-
dovné. Nejprve si zvolime funkci, ktera bude reprezentovat nas neznamy spojity skutecny
signal. Nazvéme ji testovaci funkci. Poté na zakladé zvolené testovaci funkce vygeneru-
jeme vzorky diskrétniho signalu. Budeme rozlisovat dva piipady. V prvnim pfipadé
budeme ptrevzorkovavat pravidelné navzorkovany signal, v druhém piipadé nepravidelné
navzorkovany signal.
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V prvnim pripadé vygenerujeme casové okamziky s konstantnimi odstupy na casové
ose. Tyto okamziky rozdéli ¢asovou osu na tzv. vzorkovaci intervaly. Na zakladé zvolené
testovaci funkce spocitame hodnotu signalu v téchto okamzicich. Dostaneme tedy pra-
videlné navzorkovany signal. Dale zvolime délku prevzorkovaciho intervalu jako vhodny
celod¢iselny nasobek délky vzorkovaciho intervalu (minimalné dvojnasobek, nebot potie-
bujeme alespon jeden vzorek na kazdy prevzorkovaci interval). Délku pievzorkovaciho
intervalu budeme uvadét v poc¢tu vzorkl na prevzorkovaci interval. Dale zvolime hod-
notu parametru o2 a k vygenerovanym vzorkiim signalu pfi¢teme realizace Gaussov-
ského bilého $umu, tj. ndhodné veli¢iny e ~ N(0,0?). Poté uz spustime metodu pro
prevzorkovani signalu. Na zakladé odhadnutych a skute¢nych hodnot signalu spocitame
chybu metody. Nasledné cely postup opakujeme a pocitame chybu metody pro rtzné
délky vzorkovaciho intervalu, rtizné délky pfevzorkovaciho intervalu a riiznou hodnotu
rozptylu sumu o2.

Ve druhém ptipadé nejprve zvolime délku prevzorkovaciho intervalu a na jejim za-
kladé vygenerujeme okamziky pro prevzorkovani. Déle si zvolime pocet vzorkt na pre-
vzorkovaci interval a v kazdém prevzorkovacim intervalu vygenerujeme odpovidajici po-
cet casovych okamzikli s rovhomérnym rozdélenim na tomto prevzorkovacim intervalu.
Nasledné pro ziskané ¢asové okamziky vypocitame pomoci testovaci funkce hodnoty sig-
nalu a pfiddme Gaussovsky bily sum s rozptylem o2. Spustime metodu pro pievzorkovani
a na zakladé odhadnutych a skutecnych hodnot signalu vypocitame chybu metody. Na-
sledné opét opakujeme cely postup pro rizné délky prevzorkovaciho intervalu, rizny
pocet vzorkt na periodu a rtizné hodnoty rozptylu sumu o2,

Provedeme srovnani tii metod. Prvni metodou je navrzené pravdépodobnostni pre-
vzorkovani, popsané na konci tieti kapitoly této prace. Odhad se pocita na zakladé
hodnot signalu v aktudlnim pfevzorkovacim intervalu a hustoty pravdépodobnosti (55)
ziskané z predchoziho pfevzorkovaciho intervalu (kromé prvniho intervalu, kde tuto hus-
totu nemame k dispozici). Na tuto metodu se budeme déle odkazovat ndzvem metoda
pravdépodobnostniho prevzorkovani nebo také metoda s apriorni informaci.

Druhéa metoda odhaduje hodnotu signalu obdobnym zptisobem jako prvni metoda.
Jediny rozdil od prvni metody spociva v tom, ze hustota pravdépodobnosti parametrii
modelu v aktualnim pfevzorkovacim intervalu se neupravuje vztahem (60). Metoda tedy
nevyuziva informaci o hustoté pravdépodobnosti odhadu z predchoziho prevzorkovaciho
intervalu. Tuto metodu nazveme metoda bez apriorni informace. Metoda je podrobnéji
popsand v [11]. Na tuto metodu se budeme odkazovat jako na metodu bez apriorni
informace.

Tteti metoda odhaduje hodnotu signalu v daném ptevzorkovacim intervalu pouze na
zékladé dvou predchozich znamych hodnot, prodlouzenim pfimky urcené témito body.
Jedna se tedy o linearni extrapolaci, neboli prevzorkovani pomoci B; spline. Tato me-
toda je jednoduchym ptedstavitelem klasickych metod prevzorkovani. Zaroven slouzi pro
rychlé porovnani, zda odhad prvni metodou v sobé nese néjakou informaci o hodnoté
signalu. Na tuto metodu se budeme odvolavat jako na linearni extrapolaci nebo také
jako na metodu prodlouzeni primkou.
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Poznamka 23. (Znaceni chyby metody)
Chybu metody pravdépodobnostniho prevzorkovdni budeme v grafech znacit jako chy,
chybu metody bez apriorni informace jako chs, chybu metody prodlouZent primkou jako

Chg .

4.1 Prevzorkovani primky

Podle ndmi zvoleného modelu, definovaného vztahem (44), je nejvhodnéjsi signal pro
metodu pravdépodobnostniho prevzorkovani signal ve tvaru pfimky. Pro testovani tedy
zvolime signal

y(t) =a-7+b+e, a=1,b=0. (62)

Parametry (a,b) = 67 naseho modelu jsou v takovém piipadé v ¢ase neménné. TakZze
dokazeme uz z malého poctu vzorki tyto parametry velmi presné odhadnout. Navic mo-
delovany priibéh signalu pfesné odpovida skutecnému priubéhu. Proto miizeme v tomto
pripadé ocekavat velmi presné odhady. Odchylky odhadd od skuteéné hodnoty signalu
jsou zpiisobeny predevsim pfidanym Sumem.

V pripadé piimky zvolime pievzorkovani pravidelné navzorkovaného signalu. Pro
testovani zvolime deset rtiznych délek vzorkovaciho intervalu

2 4

sz PV ET SRS
{010

L2}
Vynechavame jednotky casu, nebot v modelu (44) zalezi pouze na velikosti pfevzorkova-
ciho intervalu, nikoli jednotkach. Pro kazdou délku vzorkovaciho intervalu dale pocitame
chybu metody pro nékolik rtznych hodnot poctu vzorkd v kazdém prevzorkovacim in-
tervalu (oznacené jako ,vzi“)

vzi € {1,...,10}.

Pro kazdou délku vzorkovaciho intervalu a pocet vzorkt v kazdém prevzorkovacim in-
tervalu dale pocitdme chybu odhadu metody pro 41 riznych hodnot rozptylu Sumu,
tedy

11
0% € {(1—0)2P}, p€{0,1,...,40}.

Nyni provedeme diskusi ziskanych vysledkii. Jak mtizeme vidét na obrazku 5, metoda
pravdépodobnostniho prevzorkovani dava témér ve vSech pripadech lepsi vysledek nez
prosté prodlouzeni ptimkou. Vyjimka nastava pro pripad malého poctu vzorkt na pre-
vzorkovaci interval a malé zasuméni, kdy je prodlouzeni primkou lepsi nebo srovnatelné.
Tato skutecnost nezavisi ani na délce vzorkovaciho intervalu, jak je vidét na obrazku
6. Pri malém Sumu je prodlouzeni poslednich dvou bodi pfimkou velmi dobrym odha-
dem ptimky (bez zasuméni dokonce zcela pfesnym), zatimco pravdépodobnostni metoda
potifebuje ke spravnému odhadu parametri urcéity pocet vzorki.

Podivejme se nyni na srovnani s metodou bez apriorni informace. Jak vidime na ob-
razku 7, metoda bez apriorni informace dava stale priblizné stejny odhad. Ve skutecnosti
lze pozorovat, Ze se odhad nepatrné méni, avsak toto je pouze diisledek zptisobu vypoctu
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Obrazek 5: Srovnani presnosti odhadt metody s apriorni informaci a linearni extrapolaci;
hodnoty nad nulou jsou ve prospéch metody s apriorni informaci

odhadu parametri. Z jednoho bodu se nedaji dobfe odhadnout dva parametry pfimky;,
pokud si vhodnym zptsobem neuchovavame informace z minulosti. Vyhoda takového
uchovavani ve formé hustoty pravdépodobnosti odhadu z predchoziho ptrevzorkovaciho
intervalu, kterou vyuziva metoda pravdépodobnostniho prevzorkovani je dobte vidét
prave z obrazku 7. Lze na ném pozorovat postupné zlepsovani odhadu metody pravde-
podobnostniho ptrevzorkovani, ackoli je pfimka pokazdé odhadovana pouze na zakladé
jednoho bodu. Kvalita tohoto zlepseni pfi tak malém poctu vzorkt na prevzorkovaci in-
terval je vSak podminéna nizkym zasuménim signalu a neménnosti parametri systému
v Case.
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Obrazek 6: Srovnani pfesnosti odhadt metody s apriorni informaci a linearni extrapolaci
pro ruzné délky vzorkovaciho intervalu A, ,; hodnoty nad nulou jsou ve prospéch metody
s apriorni informaci
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Obrazek 7: Odhady pravdépodobnostni metodou se mohou zleps$it i v ptripadé, ze od-
hadujeme pfimku pouze na zakladé jednoho vzorku; y(t) je puvodni signal, y, odhad
metodou s apriorni informaci, y,, odhad metodou bez apriorni informace
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Jak si mizeme pov§imnout z obrazkt 8 a 9, metoda s vyuzitim apriorni informace
dava obecné lepsi vysledky pro mensi pocet vzorkti na prevzorkovaci interval a nizsi
hodnoty Sumu. Lepsi vysledky pro nizky pocet vzorki, které jsou zejména patrné pro
pripad jednoho vzorku na prevzorkovaci interval jsou ocekévané, nebot metoda bez apri-
orni informace méa z principu velmi malou Sanci odhadnout pfimku na zékladé jednoho
bodu. Naopak v pripadé, kdy v intervalu mame k dispozici velky pocet vzorki, mtzeme
oCekavat, ze informace obsazend v téchto vzorcich bude mit vétsi vahu nez apriorni in-
formace. Obé metody pak budou dévat odhady se srovnatelnou pfesnosti. Pro vysoké
hodnoty Sumu prevazuje ve vzorcich signalu informace obsazend v Sumu nad informaci
obsazenou v puvodnim nezasuméném signalu. Obé metody se v takovém ptipadé roz-
hoduji prevazné na zakladé hodnoty sumu, ktera s pivodnim signalem nesouvisi, proto
miizeme ocekavat stejnou chybu obou metod.

Podivejme se nyni na shrnujici srovnani chyby metody pravdépodobnostniho pre-
vzorkovani a metody bez apriorni informace. Toto srovnani zahrnuje chyby metod pro
kazdy pocitany pfipad Sumu (p € {0,1,...,40}), vSechny délky vzorkovaciho intervalu
(A, € {1%,1%,...,2}) a poCty vzorkl na pfevzorkovaci interval (vzi € {1,...,10}).
V tomto srovnani tedy uvazujeme celkem 4100 hodnot chyb odhadu. Na obrazku 10
je histogram, na jehoz vodorovné ose je vynesen rozdil chyb obou metod. Toto srovnani
se pro histogram jevi jako vhodnéjsi. Srovnani pouzité pro obrazky ma vhodné vlast-
nosti pro zobrazeni (lze na ném dobfe pozorovat nékteré vlastnosti obou srovnavanych
metod), ale neni symetrické kolem nuly viéi srovnavanym metodam (tj. pfi zAméné me-
tod nedostaneme stejny vysledek s opaénym znaménkem). Na svislé ose jsou vyneseny
relativni ¢etnosti danych pripadi. Jak lze snadno vycist, pouze pro priblizné 10% pii-
padt byla metoda s apriorni informaci horsi. Podivame-li se na vodorovnou osu tohoto
histogramu, vidime, zZe maximalni zlepseni metodou s apriorni informaci je pouze 0,2
% stfedni hodnoty signalu. Tento jev je vSak zptisoben velkou stfedni hodnotou signélu
ve srovnani s nepfesnostmi odhadu obou metod, nikoli zanedbatelnym zlepSenim viici
metodé bez apriorni informace, které mize dosahovat az 50%, viz obrazek 8.

Nakonec si jesté mizeme povSimnout série histogramid na obrazku 11. Na nich mi-
zeme vidét, Zze délka vzorkovaciho intervalu nema v pfipadé signalu ve tvaru piimky
podstatny vliv na rozdil v pfesnosti obou srovnavanych metod. Pro tento histogram byl
rozdil chyb metod vztaZzen na soucet chyb metod, nebotf pii zobrazeni pouhych rozdilt
by histogram nebyl dobfe citelny.

30



vZ

= 05 ]
2 - - ‘
=
v \ 4 -y
g ° == e
- =
—_—
0.5 -] : = T
50

=
{///‘-'%/
%{/4, .

vZi
0 0

Obrazek 8: Srovnani presnosti odhadt metody s apriorni informaci a bez apriorni infor-
mace; hodnoty nad nulou jsou ve prospéch metody s apriorni informaci
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Obrazek 9: Srovnani presnosti odhadtt metody s apriorni informaci a bez apriorni infor-

mace pro rizné délky vzorkovaciho intervalu A,.; hodnoty nad nulou jsou ve prospéch

metody s apriorni informaci
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Obrazek 10: Histogram srovnani piesnosti odhad@i metody s apriorni informaci a bez
apriorni informace za vSech 4100 riznych pripadt pocitanych podminek; hodnoty nad
nulou jsou ve prospéch metody s apriorni informaci
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Obrazek 11: Histogramy srovnani ptresnosti odhadi metody s apriorni informaci a bez
apriorni informace, vyvoj pro rizné délky vzorkovaciho intervalu A, .; hodnoty nad nulou
jsou ve prospéch metody s apriorni informaci
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4.2 Prevzorkovani nahodné generované funkce

Pro ucely hlubsiho a dikladnéjsiho testovani metody pravdépodobnostniho prevzorko-
vani ji mizeme testovat na ndhodné generovanych funkcich ve tvaru

15
y(T) = Z Q; Sin(ﬁﬂ' + 71)7 T E <07 1O>7 (63>

kde o, 3;,7: jsou ndhodné generovana ¢isla s normalnim rozdélenim N(0,1). Délka in-
tervalu, na kterém jsme funkci testovali a pocet s¢itanych funkci sinus byl zvolen podle
nasledujiciho pozadavku. Chceme, aby vysledna funkce na zvoleném intervalu a pii dané
délce prevzorkovaciho intervalu neobsahovala prilis rychlé a velké zmény funkénich hod-
not, aby vSak zaroven popisovala z hlediska prevzorkovani zajimavy tvar signalu. Pi-
klady pribéhu nékterych ndhodné vygenerovanych testovacich funkci jsou na obrazku
12.
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Obrazek 12: Ukazka prubéhu nékterych testovanych signali

Pro pfipad nédhodné vygenerovanych funkci testujeme prevzorkovani nepravidelné
navzorkovaného signalu. Nejprve tedy vygenerujeme koeficienty «;, 3;,7; pro signél ve
tvaru (63). Déle zvolime 5 riznych délek prevzorkovaciho intervalu
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Ke kazdé délce prevzorkovaciho intervalu pocitdme chybu metody pro 36 riiznych trovni
sumu

11
ot € {(;)"} re{0,1,...,35}.

Pro kazdou hodnotu Ssumu a kazdou délku prevzorkovaciho intervalu pocitame chybu
metody pro rizny pocet vzorki na prevzorkovaci interval. Pocet vzorki na prevzorkovaci
interval vzi pro danou vygenerovanou funkci, Sum a délku prevzorkovaciho intervalu ne-
bude narozdil od piipadu testovani primky konstantni. Pro kazdy prevzorkovaci interval
je generovan jako nahodné ¢islo v rozmezi

lvzi <wzi < 2-lvzi, lvzie{1,2,...,11}.

Chybu metody pro rizné pripady sumu, délky prevzorkovaciho intervalu a poc¢tu vzorki
na prevzorkovaci interval pocitdme pro 19 ndhodné vygenerovanych funkci. Pfevzorko-
vani takto navzorkovaného signalu je obtiznéjsi nez prevzorkovani pravidelné navzor-
kovaného signalu. Vzorky signalu mohou vytvorit shluk v okoli urcitého casového oka-
mziku. Naopak v okamziku prevzorkovani, v jehoz blizkosti je pritomnost vzorku signalu
velmi zadouci, se nemusi vzorky vyskytovat. Z tohoto hlediska se jako vhodna volba ne-
pravidelného rozlozeni vzork daného signalu na casové ose jevi rovnhomérné rozlozeni.

Poznamka 24.

Pro rozloZeni vzorki v kaZdém prevzorkovacim intervalu bychom mohli zvolit také jinée
rozdéleni nez rovnomérné. Rovnomérné rozloZeni se jevi jako objektivni, nebot narozdil
od jinych rozdéleni neuprednostnuje Zadné casove okamziky a memely by tedy vznikat
shluky vzorki. Limitnim pripadem takovéeho uprednostneni je pravidelnée navzorkovany
signal, ktery jsme pouZili drive pri testovani prevzorkovant primky.

Provedme nyni diskusi ziskanych vysledk. Grafy na obrazku 13 znézornuji chybu
metody s apriorni informaci pro vybraného zastupce z 19 nahodné vygenerovanych tes-
tovacich funkci. Pribéh této funkce je na obrazku 15. Obrazek 15 zaroven zachycuje
vysledek prevzorkovani pro zvolené hodnoty rozptylu Sumu, délky prevzorkovaciho in-
tervalu a poc¢tu vzorkil na prevzorkovaci interval. Jak lze snadno vycist z obrazku 13,
chyba metody se podle ocekavani zvétsuje spolu s rostoucim sumem a zaroven rychle
klesa s rostoucim poc¢tem vzorki na prevzorkovaci interval. Zaroven miizeme pozorovat,
ze zatimco chyba metody pocitana pii malém poctu vzorki na prevzorkovaci interval
rychle roste spolu s délkou prevzorkovaciho intervalu, odhady pro ¢tyfi a vice vzorki na
prevzorkovaci interval ztistavaji pomérné presné.

Podivejme se na srovnani metody pravdépodobnostniho prevzorkovani a metody bez
apriorni informace. Grafy na obrazku 14 zobrazuji srovnani chyb obou metod pro rizné
délky prevzorkovaciho intervalu. Mizeme si zde povSimnout na prvni pohled zaréazejici
skutecnosti. Pro malou délku prevzorkovaciho intervalu a pfi malém poctu vzorki na
prevzorkovaci interval je metoda s apriorni informaci vyrazné horsi. Tento vysledek se
zda byt v rozporu s vysledky naméfenymi pfi testovani primky. Je mozné nasledujici
zdivodnéni.
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Obrazek 13: Velikost chyby odhadu metody s apriorni informaci pro rtizné délky pfte-
vzorkovaciho intervalu A,
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Obrazek 14: Srovnani presnosti odhad metody s apriorni informaci a bez apriorni infor-
mace pro ruzné délky prevzorkovaciho intervalu A,; hodnoty nad nulou jsou ve prospéch
metody s apriorni informaci
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Obrazek 15: Pripad pfevzorkovani pro hodnoty A, = 1%, p = 15, lvzi = 2; y, znaci

vzorky signalu pouzité pro odhad, y(7) ptvodni spojity signal, y, odhad metodou s apri-
orni informaci, y,, odhad metodou bez apriorni informace
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Jak bylo zminéno v diskusi k obrazku 7, metoda bez apriorni informace v pripadé
jednoho vzorku na prevzorkovaci interval dava hodnotu odhadu pfiblizné rovnou po-
slednimu znamému vzorku signalu. Pokud je prevzorkovaci interval dostatecné kratky,
bude posledni znamy vzorek a odhadovany vzorek na casové ose blizko u sebe. Protoze
predpokladame signaly s pomalym pribéhem, budou blizké i hodnoty signalu. Tudiz
odhad metodou bez apriorni informace bude pomérné presny. Tato piesnost ovsem ne-
plyne pouze z vlastnosti metody ale hlavné z vlastnosti konkrétniho signalu. Proto ji
nelze povazovat za smérodatnou. Popsana situace je vidét na obrazku 16.

Druhym divodem je apriorni informace vyuzivana nasi metodou. V piipadé piimky
byly parametry nami zvoleného regresniho modelu po celou dobu konstantni a jeden
bod v prevzorkovacim intervalu byl dostacujici pro postupné zlepseni odhadu. V pii-
padé obecného signalu se ovsem parametry systému v ¢ase méni. Je proto nutno dodat
vice informace v podobé vice vzorki, aby se parametry mohli pfizptsobit aktualnim
hodnotam signalu. Situace, kdy apriorni informace zptisobi zhorsSeni presnosti odhadu
je znazornéna na obrazku 16. Metoda s apriorni informaci se na tomto obrazku diky
prevazujici apriorni informaci ,zpozduje za priubéhem signalu“. Pokud se podivame na
srovnani obou metod pro pfipad vice vzorki na prevzorkovaci interval (obrazek 14),
zjistime, Ze rozdil chyb obou metod méa tendenci klesat s vyssim poctem vzorki. To je
obdobné jako situace pozorovana pri testovani primky.

Zobrazime jesté srovnani pravdépodobnostniho prevzorkovani a metody bez apriorni
informace na histogramu. Na obrazku 18 je znazornén histogram spocitany na zakladé
hodnot chyb metod pro 19 riznych nadhodné vygenerovanych funkci, 36 trovni Sumu
v signalu, 11 délek prevzorkovacich intervalti a 4 riiznych poctt vzorki na interval. Na
vodorovné ose je vynesen rozdil chyb obou metod. Na svislé ose jsou vyneseny relativni
¢etnosti danych pripadi. V tomto histogramu nebyly uvazovany chyby metody pro hod-
notu lvzi = 1, nebot jak bylo diskutovano diive v textu, neni za této podminky pouziti
metody s apriorni informaci vhodné. Pro srovnani je na obrazku 17 histogram, kde byly
zahrnuty také vysledky pro lvzi = 1. Na zékladé obou téchto histogramti mtizeme kon-
statovat, ze metoda s apriorni informaci prinasi urcité zlepseni ve srovnani s metodou
bez apriorni informace. Navic pokud ji pouZzijeme za vhodnych podminek (lvzi > 1), je
toto zlepsSeni jesté vyraznéjsi (lze dobfe vidét srovnanim histogrami 18 a 17). Z histo-
gramu 18 lze zaroven vycist, ze zlepseni miize dosahovat az 0,5% stiedni hodnoty signalu
v absolutni hodnoté.

Na obrazku 19 je detailni zobrazeni histogramu z obrazku 17. Mizeme z ného vy¢ist,
ze priblizné v 70% pripadi se zlepSeni metodou s apriorni informaci pohybuje v rozmezi 0
az 0,1% stiedni hodnoty signélu v absolutni hodnoté. Nakonec je na obrazku 20 zobrazen
histogram znazornujici zlepseni chyby metody s apriorni informaci vi¢i metodé bez
apriorni informace. Vidime na ném, Ze priblizné pro 40% pripadt nastane zlepSeni do
10%, pro 25% pripadii nastane zlepSeni od 10% do 20% a pro 5% piipadt zlepSeni
20% az 30% z chyby metody bez apriorni informace. Kazda chyba metody pfi danych
podminkach (p, lvzi, A,) byla pocitina na zakladé minimalné 101 odhadi hodnoty
signalu. Proto histogramy 17, 18, 19 a 20 zobrazuji informaci ziskanou na zakladé témér 4
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milionti odhad® hodnoty signalu pro kazdou metodu. Takovyto pocet miizeme povazovat
za dostatecny pro formulaci tvrzeni o zlepsSeni presnosti prevzorkovani pri pouziti metody
s apriorni informaci.
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Obrazek 16: Piipad pievzorkovani pro hodnoty A, = %0’ p =20, vz = 1; y; znaci vzorky

signalu pouzité pro odhad, y(7) pivodni spojity signal, y, odhad metodou s apriorni
informaci, ¥,, odhad metodou bez apriorni informace
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Obrazek 17: Histogram srovnéani presnosti odhadi metody s apriorni informaci a bez
apriorni informace, prevzorkovani ndhodné generovaného signalu, nejsou zahrnuty pri-
pady lvzi = 1; (pramér = 0,0005; medidan = 0,0004; minimum = -0,0045; maximum =
0,0048); hodnoty nad nulou jsou ve prospéch metody s apriorni informaci
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Obrazek 18: Histogram srovnani piesnosti odhadt metody s apriorni informaci a bez
apriorni informace, pfevzorkovani ndhodné generovaného signalu; (primér = 0,0004;
median = 0,0004; minimum = -0,0088; maximum = 0,0104); hodnoty nad nulou jsou ve
prospéch metody s apriorni informaci
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Obrazek 19: Histogram srovnani presnosti odhad@ metody s apriorni informaci a bez
apriorni informace, prevzorkovani nahodné generovaného signalu, detailni zobrazeni,
nezobrazené hodnoty jsou zahrnuty do krajnich sloupct histogramu; hodnoty nad nulou
jsou ve prospéch metody s apriorni informaci

18 T T

4]

0.1 0.2 0.3 0.4

-0.4 -0.3 -0.2 -0.1

o
(o::h2 —ch1 ).n’ch2

Obrazek 20: Histogram srovnani piesnosti odhadi@i metody s apriorni informaci a bez
apriorni informace v poméru k chybé metody bez apriorni informace, prevzorkovani
nahodné generovaného signalu, detailni zobrazeni, nezobrazené hodnoty jsou zahrnuty
do krajnich sloupcti histogramu; hodnoty nad nulou jsou ve prospéch metody s apriorni
informaci
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4.3 Prevzorkovani skuteéného signalu

Pro testovani na skute¢nych datech pouzijeme data z dopravnich detektori instalova-
nych ve vozovce v blizkosti kiizovatek. Tato data slouzi k zjistovani aktualni dopravni
situace v misté detektoru a jsou vyuzivana v modelech pro fizeni dopravy v realném
¢ase. Jsou ale ve formé nepravidelné navzorkovaného signalu, ktery se neda vyuzit ve
zminénych modelech pro fizeni dopravy. Proto je nutné signal z dopravnich detektorti za
ucelem tizeni prevzorkovat v realném case. Toto prevzorkovani je tlohou, pro jejiz feSeni
byla metoda pravdépodobnostniho prevzorkovani navrzena. K dispozici mame zadznam
signalu z nékolika detektorti v pribéhu pracovniho tydne 11. 10. - 15. 10. 2004.

Nejprve se zminime stru¢né o charakteru signalu. Dopravni detektory kazdjch 90
sekund posilaji informaci o obsazenosti detektoru. Obsazenost je ¢islo, udavajici dobu
v procentech ze zékladniho c¢asového intervalu, kdy se v blizkosti detektoru nachéazel
automobil. Zakladni interval trvad 90 sekund. Pro ucely tizeni dopravy je nutné znat
hodnoty signalu v okamzicich s del$im ¢asovym intervalem. Tento interval obvykle neni
mozno nastavit jako nasobek zakladniho intervalu. Pro tcely srovnani metod vsak mu-
sime odhadovat hodnotu signalu v nékterém z okamziki, kdy zname hodnotu signalu.
Proto zvolime délku pfevzorkovaciho intervalu 6 minut (¢tyfnasobek zakladniho inter-
valu). Kazdy ¢tvrty vzorek signalu z detektoru pro tcely odhadu vypustime a pouZijeme
ke srovnani s odhadnutou hodnotou. Pti pfevzorkovani skutecného signalu se tedy bude
jednat o prevzorkovani pravidelné navzorkovaného signalu.

Podivejme se na tabulku 1. Zobrazuje chyby metod ptfevzorkovani signalu z vybra-
ného detektoru pro jednotlivé dny a pro cely tyden. Ciselné hodnoty udévaji velikost
chyby jednotlivych metod v procentech (tedy vynésobené koeficientem 100). Vidime,
ze chyby metod jsou vyssi nez pii prevzorkovani uméle vygenerovaného signalu. Z této
tabulky miizeme usuzovat, ze metoda s apriorni informaci pfinasi pfi prevzorkovani sku-
tecného signalu alespon v nékterych pripadech jisté zlepseni viic¢i metodé bez apriorni
informace. PTi tomto tvrzeni ale musime byt velmi opatrni. Z obrazku 23 ukazujiciho
charakter signalu z dopravnich detektori je vidét, ze obsahuje velmi rychlé, az skokové
prechody. Pii prevzorkovani signalu s touto vlastnosti je odhad hodnoty signéalu zatizen
dalsi chybou [3], ktera mize vyznamné zkreslit ziskané vysledky pfevzorkovani. Posledni
radek tabulky ukazuje, Ze linedrni extrapolace (zastupce klasického prevzorkovéni) je
podstatné horsi ve srovnani se dvémi zbyvajicimi metodami.

Tabulka 1: Chyby metody s apriorni informaci, bez apri-
orni informace a linearni extrapolace pro prevzorkovani
signalu z dopravnich detektori; hodnoty chyby metod

jsou v [%)]
metoda pondéli | tutery stteda | ¢tvrtek | patek | tyden
s apriorni informaci 7.6771 | 11.1865 | 11.8354 | 8.3287 | 7.8784 | 5.3346
bez apriorni informace | 7.6211 | 11.3176 | 12.5581 | 8.1217 | 7.7655 | 5.4450
lineadrni extrapolace | 10.1889 | 13.1749 | 15.7301 | 11.0123 | 9.3148 | 6.5477
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detektor

Obrazek 21: Chyba metody s apriorni informaci pro rtizné detektory a pocty vzorkt na
prevzorkovaci interval
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Obrazek 22: Srovnani presnosti odhadt metody s apriorni informaci a bez apriorni in-
formace pri prevzorkovani signalu z dopravnich detektor pro rizné detektory a pocty

vzorkl na prevzorkovaci interval; hodnoty nad nulou jsou ve prospéch metody s apriorni
informaci
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Obrazek 23: Rizné pribéhy signalt zpiisobené riznym dopravnim vytiZzenim pozemni
komunikace v misté detektoru
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Spocitejme podrobnéji chybu metody s apriorni informaci pro signaly z rtiznych
detektort pro riznou délku prevzorkovaciho intervalu (tj. rizny pocet vzorkd na pre-
vzorkovaci interval). Graf na obrazku 21 zobrazuje vysledky pro devét detektort a dva
az Sest vzorkl na prevzorkovaci interval. Obrazek 22 pak predstavuje srovnani metody
pravdépodobnostniho pfevzorkovani a metody bez apriorni informace. Jak vidime, chyba
metody silné zavisi na konkrétnim detektoru. To je dano predevsim rozdilnym charak-
terem signalu z jednotlivych detektori. Jak je vidét z obrazku 23, intenzita dopravniho
provozu je na detektoru ¢islo 9 pravdépodobné mnohem mensi nez na detektoru ¢islo 1,
signal obsahuje méné prudkych pfechod a tim padem miizeme ocekavat mensi chyby
odhadu. V pripadé pfevzorkovani skutecného signalu se neopakuje jev pozorovany pii
prevzorkovani ndhodné generovanych funkci, kdy chyba metody méla tendenci klesat
s vyssim poctem vzorkil na prevzorkovaci interval.

Obdobné jako pfi testovani nahodné generovanych signalti, metoda pravdépodob-
nostniho prevzorkovani pro jeden vzorek na prevzorkovaci interval nedava dobré vy-
sledky. V pripadé skutecného signalu z dopravnich detektorti je vSsak chyba metody
pro jeden vzorek na prevzorkovaci interval fadové 1000 krat vyssi néz pri vétsim poctu
vzorkl. Pro pripad jednoho vzorku na prevzorkovaci interval proto neméa smysl pouzit
metodu pravdépodobnostniho prevzorkovani.

Na zakladé srovnani chyb metody pravdépodobnostniho prevzorkovani a metody
bez apriorni informace pro rizné detektory a pocty vzorkil na prevzorkovaci interval
se miuzeme pokusit odhadnout optimalni pocet vzorkli pro metodu pravdépodobnost-
niho ptrevzorkovani. Hledame tedy takovy pocet vzorkt na pfevzorkovaci interval, pfi
kterém je zlepSeni metodou s apriorni informaci co nejvétsi. Jak vsak ukazuje obrazek
24, optimalni pocet vzorki pokud existuje, bude pravdépodobné zaviset na konkrétnim
detektoru. Tento obrazek zaroven ukazuje, ze pro kazdy detektor existuje pocet vzorkiu
na prevzorkovaci interval, pfi kterém prinasi metoda s apriorni informaci zlepseni viici
metodé bez apriorni informace.
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Obrazek 24: Srovnani pfesnosti odhadtt metody s apriorni informaci a bez apriorni in-
formace; hodnoty nad nulou jsou ve prospéch metody s apriorni informaci
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4.4 Program

Poznamka 25. Program je priloZen na samostatném CD vloZeném v prdci.

Za ucelem testovani metody pravdépodobnostniho prevzorkovani byl vytvoren pro-
gram v podobé skupiny funkci a skripti v prostfedi Matlab. U dilezitych funkei je
priloZzen detailni komentar ptimo v kédu dané funkce. Tyto funkce provadéji samotné
testovani a dale usnadnuji praci pfi interpretaci vysledkt. Prvni hlavni funkci programu
je kombin3“. Tato funkce pocita samotné prevzorkovani signalu. Vyuziva pritom né-
které dalsi skripty naprogramované jinymi autory. Tyto skripty, jez nejsou soucasti prace,
jsou ulozené na CD v podadresaii ,m*“. Druhou hlavni funkci je ,ko6x*. Tato funkce vy-
uziva funkci kombin3 a je zodpovédna za vypocet chyby metod prevzorkovani pro rtizné
testované ptipady (délka prevzorkovaciho intervalu, pocet vzorku na pievzorkovaci in-
terval, rozptyl Sumu). Pro pohodli uzivatele je pfilozen tplny test v podobé skriptu
,cykluj2“ pro prednastavené hodnoty nahodné generovaného signalu. Kromé uvedenych
funkci je prilozeno nékolik pomocnych skriptd, které usnadnuji praci pfi zobrazovani
a interpretaci vysledki. V nasledujicich poznamkach je stru¢né popsan postup prace
s nékterymi funkcemi. Podrobnéjsi vysvétleni je ptimo v kédu funkci. Tento popis pred-
poklada zakladni znalosti s prostfedim Matlab.

Poznamka 26. (Skript cykluj2)

Tento skript nemd Zadné parametry. Spousti se prikazem ,cykluj2“. Upozornéni: skript
muze bézZet po dobu 15 - 50 hodin, v zavislosti na rychlosti pocitace. Tento skript spo-
cita chyby metod pro 20 nahodné generovanych signali pro pevné nastavené podminky.
Vysledek se uchovd v proménné ,v2°.

Poznamka 27. (Struktura vysledku v2) Visledek v2 je vektor. Jeho jednotlivé slozky
obsahugi chyby jednotlivijich metod pro danou testovanou funkci. Napriklad ,v{1} -a“ je
chyba metody s apriorni informaci pro pruni ndhodné vygenerovanou funkci. Obdobné
L1} - 0% a {1} - d“ je chyba metody bez apriorni informace a linedrni extrapolace
pro prunt nahodné vygenerovanou funkci.

Poznamka 28. (Funkce zobraz/])

Pro zobrazeni vysledki slouzi funkce ,zobrazj(chl,ch2)“. Pole chl, ch2 obsahuji chyby
dvou srovndavanych metod. Pro srovnani metody s apriorni informaci a bez apriorni
informace muzeme zadat napriklad ,zobraz4(v{1l} - a,v{1} -b)*.
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5 Zavér

Tato prace se zabyvala problematikou prevzorkovani signalti. Zejména pak moznostmi
vyuziti metod prevzorkovani signald pro prevzorkovani v readlném case za tcelem Tizeni.
Nejprve byly predstaveny nekteré klasické pristupy k prevzorkovani signalt a metody
jez tento pristup predstavuji. Dale byla popsana metoda pravdépodobnostniho prevzor-
kovani navrzena specialné pro prevzorkovani signalu v redlném case za ucelem fizeni.
Dalsi cast prace se pak vénovala testovanim nékterych metod prevzorkovani za podmi-
nek navozenych uméle vygenerovanym signalem a také na realnych datech.

Hlavnim vysledkem této prace bylo navrzeni, realizace a vyhodnoceni série testl slou-
zicich ke srovnani metody pravdépodobnostniho prevzorkovani s klasickymi metodami.
Ze ziskanych vysledki byly odvozeny nékteré meze pouzitelnosti pro metodu pravdépo-
dobnostniho pfevzorkovani a byly formulovany zavéry tykajici se pozorovaného chovani
této metody. Z téchto zavérn plyne, ze metoda pravdépodobnostniho prevzorkovani pii-
nasi zlepseni ve srovnani s klasickymi metodami pievzorkovani pii pouziti v readlném
case za Ucelem rtizeni.

7 testovani metody pravdépodobnostniho prevzorkovani vyplynuly dalsi doposud
neresené ulohy, které se jevi jako vhodny prfedmét dalsiho zkoumani. Jedn4a se napriklad
o upravy metody pravdépodobnostniho pfevzorkovani (pouziti nelinearniho modelu, od-
hadovani vhodné struktury modelu, jiny zptisob prace s pfevzorkovacimi intervaly a jiné)
nebo o testovani vlivu pfevzorkovani signalu na kvalitu fizeni.
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